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Abstract. El primer paso para obtener un producto de software de
calidad es abordar la calidad de los requerimientos. Dado que los re-
querimientos estdn escritos en lenguaje natural, la flexibilidad y las car-
acteristicas propias del lenguaje pueden conducir a errores durante su
especificacién y, en consecuencia, esto puede influir negativamente en
fases posteriores del ciclo de vida del software. Por esta razén, en este
articulo se propone un enfoque innovador que combina técnicas de proce-
samiento del lenguaje natural y redes neuronales, especificamente redes
neuronales recurrentes LSTM, para predecir la calidad textual de los
requerimientos. Inicialmente, se aborda el andlisis de la propiedad de
calidad singular definida en el estdndar ISO/IEC/IEEE 29148: 2018. El
modelo neuronal propuesto es entrenado con un conjunto de datos que
incluye 1000 requerimientos. Cada requerimiento es sometido a un pro-
ceso de tokenizacion y etiquetado gramatical, con el fin de obtener una
secuencia representativa que actie de entrada al modelo neuronal. La
propuesta proporciona resultados prometedores con un alto nivel de pre-
cisién, lo que motiva explorar su aplicacién en la evaluacién de otras
propiedades de calidad.

Keywords: Requirements Engineering - Deep Learning - Long Short
Term Memory.

1 Introduccion

En los ultimos afios, la Inteligencia Artificial (IA) se ha posicionado como una
herramienta poderosa y accesible, capaz de ser utilizada como un componente
clave en el desarrollo de sistemas de software. Esto es asi, debido al surgimiento
de nuevas estrategias de aprendizaje, disponibilidad de mayores conjuntos de
datos y el aumento de la capacidad de procesamiento en los ordenadores [1].
La integracién de las tecnologias de IA en la Ingenieria del Software tiene por
objetivo optimizar el proceso de desarrollo de productos de software y autom-
atizar tareas que demandan esfuerzos intensivos, a fin de obtener sistemas con
alta calidad, uno de los propésitos méas pretendidos en el drea mencionada. En
relacion a esto, desde hace tiempo se ha reconocido que el éxito de un proyecto
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de desarrollo de software depende en gran medida de la calidad de los requer-
imientos [1-4]. Consecuentemente, abordar la calidad de los requerimientos es el
primer paso para obtener un producto de software de calidad.

A menudo, diversos problemas relacionados con la calidad textual de los re-
querimientos surgen durante las tareas de obtencion y especificaciéon, dado que
éstos son escritos en lenguaje natural. La flexibilidad y la naturaleza inherente del
lenguaje hacen que los requerimientos estén propensos a inconsistencias, redun-
dancias y ambigiiedades y, consecuentemente, esto influye de manera negativa
en las fases posteriores del ciclo de vida del software.

Dada la importancia del aseguramiento de la calidad de los requerimientos,
esta temadtica ha sido estudiada desde diversas perspectivas. En la literatura
se distinguen tres grandes categorias de investigacién [5]. La primera categoria
incluye aquellas herramientas desarrolladas para asistir al ingeniero de requer-
imientos respecto a la escritura, senalando debilidades y proporcionando indi-
caciones acerca de cémo los requerimientos pueden ser mejorados. Ejemplos de
estas herramientas son RQA (Requirements Quality Analyzer) [6], ARM (Auto-
mated Requirement Measurement) [7], QuUARS (Quality Analyzer for Require-
ments Specifications) [8] y RQV (Requirement Quality Verification Tool) [9].
La segunda categoria incluye propuestas enfocadas en evaluar la calidad trans-
formando los requerimientos textuales en modelos formales mediante el anélisis
lingiifstico y el uso de reglas gramaticales [10-13]. La tercera categorfa distingue
las propuestas que utilizan razonamiento basado en reglas y técnicas de apren-
dizaje automatico para clasificar los requerimientos, y consecuentemente, deter-
minar si éstos son de buena o mala calidad [14-18]. Cabe senalar que algunas
propuestas cubren el andlisis y evaluacién de un conjunto completo de atributos
de calidad, tomando como referencia modelos y estdndares, mientras que otras
abordan el estudio particular de ciertas propiedades individuales de calidad.

Inicialmente, en este articulo se aborda el andlisis de la propiedad de cali-
dad singular definida en el estandar ISO/IEC/IEEE 29148:2018. Dicho estandar
establece que un requerimiento cumple con esta propiedad si incluye en su es-
pecificacion la definicién de una unica funcionalidad, caracteristica, restricciéon
o factor de calidad. Aunque a pesar de ello, pueden existir miltiples condiciones
bajo las cuales se debe cumplir el requerimiento [19]. La evaluacién y el anélisis
de esta propiedad es esencial, ya que su obtencién estd asociada a otras carac-
teristicas de calidad deseables, tales como la precisién, abstraccién, trazabilidad
y la propiedad modificable. Por lo tanto, alcanzar la singularidad de los requer-
imientos influye positivamente en la consecucién de otras propiedades de calidad
[20].

En la literatura, son pocas las propuestas que abordan el anédlisis de la
propiedad de calidad singular [9],[15],[17],[18],[20]. La mayoria de los articulos
coinciden en el uso de técnicas de procesamiento de lenguaje natural y mecanis-
mos de control, tales como reglas gramaticales, expresiones regulares, corpus de
palabras y/o frases para obtener secuencias representativas de los requerimientos
y luego, procesarlos mediante la ejecucion de reglas y sentencias condicionales
definidas por un experto. El uso de instrucciones secuenciales y condicionales



conduce a procesos de evaluacién estaticos que no poseen la capacidad de con-
siderar excepciones gramaticales y/o caracteristicas propias de un determinado
dominio.

En contraste a las propuestas mencionadas, en este articulo se presenta un
enfoque més flexible, que utiliza redes neuronales recurrentes (RNNs) para pre-
decir la calidad de los requerimientos. Para ello, las RNNs generan internamente
reglas dindmicas que asocian la estructura gramatical y sintactica de los requer-
imientos con el criterio de clasificacién de un grupo de expertos, respecto a la
propiedad de calidad bajo analisis. Estas reglas se obtienen luego de entrenar
la red neuronal con un conjunto de requerimientos previamente clasificados por
los expertos. Especificamente, se utilizan redes neuronales de memoria de largo
y corto plazo (LSTM), un tipo de RNNs, porque son apropiadas para procesar
informacién secuencial. Esta caracteristica de las LSTM, permite capturar la
naturaleza secuencial inherente de las expresiones en lenguaje natural utilizadas
para especificar los requerimientos de software [21]. En resumen, las redes neu-
ronales LSTM permiten el analisis de los requerimientos expresados en lenguaje
natural, considerando la dependencia secuencial de los elementos que los compo-
nen. Y, a partir de la relacién entre la secuencialidad gramatical y los elementos
que componen a los requerimientos, la red neuronal genera conocimiento que
luego, utilizara para producir resultados.

El resto del contenido de este articulo se organiza de la siguiente manera.
En la seccién IT se describe la metodologia aplicada. En la seccién III se pre-
senta un caso de estudio. La seccién IV presenta discusiones sobre los resultados
obtenidos. Por ultimo, en la seccion V se detallan las conclusiones y trabajo
futuro.

2 Metodologia

Esta seccion describe el conjunto de datos utilizado y el método aplicado para
realizar el preprocesamiento de datos. La arquitectura de la red neuronal también
es descripta en esta seccion.

2.1 Descripcién del Conjunto de Datos

Como se mencioné en la seccién anterior, el objetivo de esta propuesta consiste
en predecir la calidad de los requerimientos de software expresados en lenguaje
natural. Para ello, se definié un modelo neuronal que adopta un enfoque de
aprendizaje del tipo supervisado. A fin de proveer los datos necesarios para su
entrenamiento, se conformé un corpus compuesto por 1000 requerimientos ex-
traidos del conjunto de datos Public Requirements Dataset (PURE) [22]. Este
conjunto de datos proporciona 79 documentos de requerimientos expresados en
lenguaje natural, los cuales fueron extraidos de la Web. Los documentos con-
tenidos en PURE estan escritos en inglés y cubren multiples dominios proce-
dentes de diversas companias y proyectos universitarios, lo que contribuye a la
heterogeneidad de los datos incluidos en el corpus.
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Los requerimientos que conforman el corpus fueron seleccionados de manera
aleatoria y extraidos manualmente desde 26 documentos. Sélo se incluyeron re-
querimientos expresados en texto plano y se excluyeron aquellos definidos como
enlaces a documentos externos. Los ruidos y anomalias atribuibles a los estilos
de escritura, la sintaxis y/o la ortograffa no fueron eliminados dado que son
necesarios para el analisis de la calidad percibida por el modelo neuronal.

Posteriormente, los requerimientos fueron sometidos a un proceso de clasifi-
cacién manual para ser identificados como singulares o no singulares en base al
juicio de un grupo de expertos. El proceso de clasificacién fue realizado por 3
investigadores en el area de la Ingenieria de Requerimientos. Los requerimientos
fueron clasificados utilizando la etiqueta “1” y “0” para representar la “singular-
idad” o “no singularidad” respectivamente. A partir de ello, es posible establecer
el conjunto de datos que se utilizarda durante el entrenamiento del modelo.

2.2 Preprocesamiento de Datos

Los requerimientos contenidos en el corpus fueron sometidos a un proceso de
tokenizacién y POS (Part Of Speech) tagging. Este proceso permite estructurar
los requerimientos en un formato de entrada adecuado para el modelo neuronal
propuesto. Los requerimientos fueron tokenizados, en primer lugar, a nivel de
oracién y, posteriormente, a nivel de palabras, con la libreria Natural Language
Toolkit (NLTK) [23]. Esta librerfa permite segmentar texto en oraciones y pal-
abras.

A continuacion, se realizé el proceso de etiquetado POS tagging, también
conocido como etiquetado gramatical. Este proceso consiste en asociar los to-
kens que conforman una oracién con su etiqueta gramatical correspondiente. El
conjunto de etiquetas utilizado es el proporcionado por Stanford [24].

Luego, las etiquetas son listadas dindmicamente en un rango finito de enteros
segun su ocurrencia en las representaciones de requerimientos a nivel de etique-
tas. Con esto ultimo, se hace referencia a que cada palabra etiquetada en una
oraciéon tiene correspondencia con un nimero entero. Con ello, las representa-
ciones de los requerimientos a nivel de etiquetas pueden ser transformadas en
secuencias de enteros.

Otro aspecto a destacar, es que los requerimientos que componen el corpus no
poseen la misma longitud. Por ello, es necesario trabajar sobre este aspecto para
construir un conjunto de entradas homogéneo, en el que todos los requerimientos
posean igual longitud. En esta propuesta se ha definido una longitud méaxima
de 100 palabras por requerimiento, considerando la mayor longitud presente en
el corpus de requerimientos definido anteriormente. En aquellos casos donde los
requerimientos tienen una longitud menor a la establecida, se adopté la estrate-
gia de anadir ceros a la izquierda a fin de completar la secuencia de enteros.
Esta estrategia se denomina pre sequence padding y es ampliamente utilizada en
problemas de prediccién con datos de entrada de longitud variable.

Las representaciones numéricas obtenidas son almacenadas en forma de ma-
triz con sus indices correspondientes. Estas actian de entrada al modelo neuronal
propuesto para llevar a cabo el proceso de entrenamiento.



A continuacién, la Figura 1 ilustra el proceso descripto a través de la repre-
sentacion de un requerimiento singular.

The system shall allow the client to consult third-party

Requi t Stat t
quiremen Fmen accounts added to transfer.

['The', 'system’, 'shall', 'allow’, 'the', 'client’, 'to', 'consult’,

Tokenization 'third-party', 'accounts', "added’, 'to', 'transfer’. ']

[(The. DT, (system', NN'). ('shall, MD"), (‘allow’. 'VB.
POS Tagging Tuple (the’. DT"). (client. 'NN". ('to’. 'TO", (consult, 'VB.
(third-party’, 'TT), (accounts’, 'NNS"), (added’. "VBD", (to'.
'TO"), (transfer’, "VB'), (", "]

Tagged Requirement DT.NN.MD_VB.DT.NN.TO.VB_JINNS VED.TO.VE_
[00000000000000000000000¢0

) 000000000000000000000000
RN“mmca_l 000000000000000000000000
epresentation 00000000000000091615289 162728

1219292728 5]

Fig. 1: Preprocesamiento de datos de Requerimiento Singular.

La Figura 1 muestra el preprocesamiento de datos de un requerimiento sin-
gular. En primer lugar, se observa la definicién del requerimiento contenido en
el corpus. Luego, el requerimiento es sometido a un proceso de tokenizacion, lo
cual permite analizar individualmente cada palabra que conforma la oracién.
A continuacién, se realiza el etiquetado gramatical o POS tagging, es decir,
cada palabra es asociada a su etiqueta gramatical correspondiente. Con ello,
se obtiene la representacion del requerimiento a nivel de etiquetas. Finalmente,
para lograr la representacion numérica del requerimiento, las etiquetas fueron
listadas dindmicamente. Es por ello, que su numeracién estd relacionada a la
ocurrencia de todas las etiquetas presentes en el corpus. Cabe senalar, que el
preprocesamiento de datos se realiza sobre el conjunto de requerimientos de
forma automatica.

La Figura 2 ilustra el preprocesamiento de datos de un requerimiento no
singular. En dicha figura, se muestra un requerimiento clasificado de acuerdo al
criterio de los expertos como no singular, dado que presenta clausulas abiertas
en su definicién. La presencia de cldusulas abiertas, segin lo establecido por IN-
COSE, conduce a problemas de interpretacion y a la definicién de requerimientos
no verificables, que deben evitarse a fin de alcanzar la propiedad singular [25].
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A pesar de no cumplir con la propiedad de calidad singular, se destaca que el
preprocesamiento de datos se realiza de la misma manera sobre todo el corpus
de requerimientos.

The ATM shall display the Customer Account Number,

Requirement Statement Account Balance, and so on.

[The', 'ATM', 'shall, ‘display’, ‘the', 'Customer,
'‘Account Number', "', "Account ', ‘Balance', ', 'and’, 'so', 'on/,

1]

Tokemzation

POS Tagging Tuple [(The', DT, (ATM', NNP"), ('shall’, MD"), ('display’. "VB'),
('the', DT"), ('Customer', NNP"), ('Account Number', WNP"),
(.. "), (Account ', WNP"), (‘Balance', NNP"), (.. "."). (‘'and',
‘CC). (s0. RB), (on. TN). (. )]

Tagged Requirement DT NNP_MD_VB DT .NNP.NNP_ NNP.NNP_ CC RB.IN..

[00000000000000000000000000000000

Numerical 000000000000000000000000000000000
Representation 0000000000000000009171528917171117
1711724115]

Fig. 2: Preprocesamiento de datos de Requerimiento No Singular.

2.3 Arquitectura de la Red Neuronal

En esta subseccién se describe la arquitectura de la red neuronal propuesta y la
configuracion inicial de los pardmetros incluidos.

La arquitectura de la red neuronal que se presenta incluye 38 unidades de
entrada (inputs). Estas unidades permiten el ingreso de los requerimientos, pre-
viamente preprocesados y contenidos en un formato de entrada adecuado, a la
capa embebida (embedding layer). Dicha capa se compone de dos elementos, el
primero es la dimensién de entrada (input dimension) que representa el tamafo
del vocabulario de los datos. Particularmente, el tamafio del vocabulario definido
en esta propuesta tiene un valor igual a 38, lo cual tiene correspondencia con las
etiquetas utilizadas para representar los requerimientos. El segundo elemento es
la dimensién de salida (output dimension), la cual corresponde al tamano del
espacio vectorial en el que los requerimientos seran embebidos. Especificamente
para este enfoque, la salida tiene un valor igual a 128.

La arquitectura presentada también incluye una capa LSTM, la cual per-
mite el procesamiento de eventos secuenciales en la red neuronal. Esta capa



LSTM se encuentra posteriormente enlazada a una capa totalmente conectada
(full connected layer). Cabe destacar que esta ultima, es la encargada de otor-
gar la salida del modelo. Ambas capas mencionadas estdn compuestas por tres
pardmetros: nimero de unidades de entrada (num-input), nimero de unidades
de salida (num-output) y nidmero de capas (num-layers). Los pardmetros de
configuracion son los siguientes:

1. La capa LSTM posee 128 unidades de entrada, dado que considera el valor
de la dimension de salida de la capa embebida. El nimero de unidades de salida
de la capa LSTM tiene un valor igual a 128. Mientras que, la cantidad de capas
tiene un valor 1.

2. La capa totalmente conectada (full connected layer), posee 128 unidades de
entrada correspondiente a las unidades de salida de la capa LSTM. Mientras que,
el nimero de unidades de salida tiene valor 2, lo que permite representar las clases
definidas en esta propuesta (singular - no singular). La cantidad de capas tiene
valor 1. Ademaés, las unidades de esta capa estdn sujetas a una probabilidad de
caida (dropout) de 0.3. Por ultimo, la funcidn softmax determinar la probabilidad
de acierto de cada clase definida.

A continuacién, la Figura 3 representa la arquitectura de la red neuronal
descripta y la Tabla 1 resume la configuracion inicial de los pardmetros.

Input Node

e LSTM Unit
Full Connected
Unit
output Node

@ Softmax Function

Fig. 3: Arquitectura Red Neuronal.

Tabla 1: Configuracién Inicial de Parametros.

Parametro Valor
Input Unit 38
Input Dimension Embeding Layer 38
Output Dimension Embeding Layer 128
Layer Type LSTM
Input LSTM Layer 128
Output LSTM Layer 128
Input Dimension Full Connected Layer [128
Output Dimension Full Connected Layer|2
Dropout 0.3
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Posteriormente, los pardmetros fueron sometidos a un proceso de ajuste, a
través del método de busqueda random grid search para encontrar la combi-
nacién de valores paramétricos que devuelve el mejor rendimiento. Esta técnica
consiste en establecer una cuadricula de valores paramétricos y seleccionar com-
binaciones aleatorias para entrenar el modelo, a fin de analizar el rendimiento
obtenido. El ntmero de iteraciones de busqueda se establece en funcién de
tiempo/recursos.

3 Caso de Estudio

En esta secccién, se introduce un caso de estudio con el objetivo de ilustrar el
enfoque propuesto.

A continuacion, se presenta la descripciéon de dos requerimientos incluidos
en el corpus con los cuales, se ilustra el flujo de trabajo del enfoque presentado
en este articulo. En primer lugar, se observa la declaraciéon de un requerimiento
no singular, clasificado como tal de acuerdo al criterio de los expertos. Esto es
asi, dado que en su declaraciéon se emplean pronombres que pueden conducir
a ambigiiedades y que no contribuyen a la obtencién de la propiedad singular.
Posteriormente, se realiza el proceso de tokenizacion del requerimiento con lo
que se obtiene el requerimiento segmentado en oraciones y palabras. Luego, se
realiza el etiquetado gramatical del requerimiento. La Figura 4 ilustra el proceso
de tokenizacion y POS tagging obtenido.

The system denies user who have been deactivated from accessing the
system. If an account has any history associated with it it can only be
deactivated and not deleted. If an account has no history associated with it,
it can be deleted from the system.

['The', 'system’, 'denies’, 'user’, 'who', 'have', 'been’, 'deactivated’. 'from',
'accessing’, 'the', 'system', "', If, 'an', 'account’, 'has', 'any', "history’,
‘associated’, 'with', "it', '), 'it', 'can’, 'only', 'be', 'deactivated’, 'and’, 'not,
'deleted’, ', 'If, "an’, "account’, 'has’. 'no’, 'history', 'associated’, "wath', "it", ',
'it". 'can’. 'be'. 'deleted’. 'from', 'the’, 'system’. ']

[(The', DT, (‘system’, NN"), ("denies’, VBZ"), (‘user', NWN"), ('"who', WP"), ('have,
"VBP"), ('beer, 'VBI'), ('deactivated’, 'VBN'), ('from’, 'IN'), ("accessing’, 'VBG'),
(‘the, DT"), ('system’, NN'), ("', "), (If, 'IN'). ('an, 'DT"), ("account’, NN'), (‘has’,
"VBZ). ('any', 'DT"), (history', NN'), (‘associated’, 'VBN), (wiuth', 'IN'), ("it',
'PRP"). (..")). ('it", "PRP"), (‘can’, 'MD"), (‘only'. RB'). ('be'. "'VB'), (‘deactivated’.
'VBN), (‘and, 'CC), (not, 'RBY), (deleted’, 'VBN), (, ), (Tf, 'IN), (an, DT),
(account', WN'), (‘has'’, 'VBZ'), ('no', 'DT"), (lustory’, 'NN'). (‘associated, 'VBN'),
(withy, "TNY), ('it', "PRPY, (', '), ('it', "PRP"), (‘can’. 'MD"). ('be', 'VB'), (‘deleted",
"VBN), (‘from', 'IN), (‘the, DT'), ('system’, NN, (",".]]

Fig.4: Andlisis de Requerimiento No Singular.

En la Figura 5 se observa la declaracién de un segundo requerimiento. La
clasificacién otorgada por los expertos corresponde a un requerimiento singular.



A pesar de observarse la presencia de pronombres, los cuales pueden conducir
a ambigliedades, éste es clasificado como un requerimiento singular. Esto es asi,
dado que los expertos consideran que para este caso particular, la existencia
de pronombres en la declaraciéon del requerimiento no genera inconvenientes en
su comprension, y por lo tanto, no es relevante. Este hecho, demuestra que la
clasificacién no es un proceso estatico, y que existen ciertas consideraciones y
excepciones sobre las que un experto puede reflexionar al clasificar un requerim-
iento.

The system shall allow the client to modify the daily withdrawal limit at
ATMs for his/her debit card.

['The', 'system’, 'shall’, 'allow’. 'the’, 'client’, 'to, 'modify’. 'the’, 'daily'.
‘withdrawal', "limit’, 'at’, 'ATMs', 'for', 'his/her’, 'debit’, 'card’, '."]

[(The’, DT), (system’, 'NN'), (shall, "MD", (allow’, 'VB'). (the’, DT,
(client, NN, (to, 'TO"). (modify. 'VB'), (the', 'DT), (daily’, T,
(‘withdrawal', NN, (limit, ‘NN, (at, 'IN), CATMs, 'NNP'), (for, 'IN?),
("his/her', 'PRPS$"), ('debit’, NN, (‘card’, NN, (. ']

Fig.5: Analisis de Requerimiento Singular.

Al extrapolar esta situacién al corpus de requerimientos, se obtendrd un con-
junto de excepciones y consideraciones sobre las que los expertos pueden reflex-
ionar al realizar el proceso de clasificacién. En este aspecto, las redes neuronales
LSTM tienen un rol fundamental debido a su capacidad de procesamiento se-
cuencial. Esta caracteristica permite analizar la dependencia secuencial de los
elementos (palabras/etiquetas/representaciones numéricas) que conforman las
expresiones en lenguaje natural (requerimientos). A partir de ello, la red neuronal
aprende a asociar la secuencialidad de las etiquetas gramaticales que represen-
tan a los requerimientos con la clasificacién otorgada por los expertos (singular
- no singular). Consecuentemente, la red neuronal genera conocimiento sobre las
excepciones presentes en el corpus. Con lo que, la red neuronal toma en cuenta
no sélo las relaciones entre la secuencialidad gramatical y el criterio de clasifi-
cacion, sino que, ademads, considera la estructura gramatical y sintéctica de los
requerimientos para realizar la prediccion de calidad. Estas caracteristicas per-
miten la flexibilidad del enfoque, en contraste, a otras propuestas presentes en
la literatura.

Dado que los requerimientos deben ser estructurados en un formato de en-
trada adecuado para ser procesados por la red neuronal, éstos son transforma-
dos desde la representacion a nivel de etiquetas a una representacién numérica,
tal como se menciona en la seccién 2. La Figura 6 ilustra la representacion
numérica de ambos requerimientos descriptos. Posteriormente, las representa-
ciones numéricas obtenidas se almacenan en forma de matriz con sus indices
correspondientes. Estas ultimas, actian de entrada a la red neuronal para su
entrenamiento.
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[0,0.0 0 0 0000 00,0 0,0,0,0,0,0, 0,
Numerical Representation 0.0.0 0,0.0 0,000 00,0 0.0 00 00
] 0,0,0,0,0 0 0,0 0 0,0 0, 0,000,029,
Requirement 1 25, 9.27.24,23.23, 4,22 2, 9. 4, 2. 9,25, 2.9, 23,
4,15, 15, 8.16,20,23, 0,16,23, 4, 2, 9,25, 2,923,

415,15, 8,20,23, 4, 2. 9]
[0.0,0,0 0, 000 0000 0 0 0,000 0
Numerical Representation 0,0,0,0 0 0,0 0,00 0,0 000000 0
. 0,00 0,00 0 0 0,00, 00 0,00 0, 0,0
Requirement 2 D,0.0 00 0000 0000000 0 00
00,00 0 0,2 9 820 2 91920, 2.5 9.9

4,10, 4,15, 9,9]

Fig. 6: Representacién Numérica de Requerimientos.

Luego de realizar el preprocesamiento de los requerimientos, éstos son someti-
dos a técnicas de validacion cruzada (k-fold cross validation), las cuales permiten
preparar el conjunto de datos para entrenar la red neuronal multiples veces y, asi,
evitar el sobreajuste (overfitting) del modelo. El ntimero de particiones (folds) se
ha establecido en k=10. Esto se refiere a que la muestra de datos se ha dividido
en k partes iguales. Cada particién considera la relacién (80-10-10), es decir, el
80% de los datos se utiliza para el entrenamiento del modelo. Mientras que, el
10% se utiliza para la prueba y el 10% restante para la validacién. Respecto
al nimero de iteraciones se ha establecido en i=10. Al finalizar una iteracién,
cada particion conmuta aleatoriamente su conjunto de entrenamiento, prueba y
validacién manteniendo la relacién (80-10-10).

En esta propuesta se aplica, ademads, la técnica random grid search, a fin
de optimizar los hiperparametros. Esta técnica permite ejecutar el modelo neu-
ronal con un conjunto de configuraciones aleatorias, lo que facilita posterior-
mente, identificar la configuracién que retorna el mejor rendimiento. Los hiper-
parametros considerados poseen un rango de valores previamente definidos, con
los que la red neuronal es ejecutada, y de esta manera puede asumir multiples
combinaciones aleatorias posibles. Cabe sefialar, que esta propuesta considera
una segunda variante de RRNNs, denominada GRU, Gated Recurrent Unit como
hiperpardmetro en las miltiples combinaciones aleatorias [26]. La Tabla 2 resume
los hiperpardmetros considerados en el modelo neuronal.

A continuacién, la mejor configuracién obtenida luego de ejecutar la técnica
random grid search se presenta en la Tabla 3.

La ejecucion de la mejor configuracion obtenida se muestra en la Figura 7.
En esta figura se observa el ntimero de epochs, la pérdida de entrenamiento, la
precision en la validacién, pérdida en la validacién y duracién de la ejecucién.
Es posible observar que el modelo alcanza la mayor precisiéon en el epoch 26.
En este tltimo, la precisién alcanzada es del 79% luego de 1900 ejecuciones del
modelo. En cuanto a la pérdida en la fase de validacién, su valor éptimo es alcan-
zado en el epoch 29. A partir de los resultados obtenidos, es posible determinar



11

Tabla 2: Configuracién de Hiperpardametros.

Hiperparametro Rango

Epoch [3, 4, 5, 10, 30, 40]
Learning Rate [0.1, 0.01, 0.001]
Embedding Dimension|[64, 128, 256]
Number Layers [1, 2]

Number Units [64, 128, 256]
Dropout [0, 0.1, 0.3]

Layer Type LSTM , GRU
Optimizer Adam

Error Criteria Binary Cross Entropy

Tabla 3: Mejor configuracion.

Hiperparametro Valor
Epoch 30
Learning Rate 0.01
Embedding Dimension|128
Number Layers 2
Number Units 128
Dropout 0.3
Layer Type LSTM

epoch train_loss valid_acc valid_less dur

ra
@
e e e e

w
EY
=

Fig. 7: Mejor Configuracién Obtenida.

que esta configuracion es prometedora, por lo tanto, motiva su exploraciéon en
la evaluaciéon de otras propiedades de calidad, a fin de demostrar que el en-
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foque propuesto puede dar soporte a la evaluaciéon general de la calidad de los
requerimientos documentados en una Especificaciéon de Requerimientos.

Otro aspecto a mencionar son las caracteristicas de hardware y software
utilizadas en la ejecucion del modelo neuronal. Estas son, Linux 4.14.137 SMP
x86_64; RAM 12GB; GPU Google Compute Engine y Python 3.6.8.

Por 1ltimo, se presentan dos graficos para representar la distribuciéon de los
valores verdaderos del conjunto de datos y los valores predichos por el mod-
elo. En primer lugar, la Figura 8a muestra la distribucion de las clases de los
requerimientos en el corpus, esto permite observar la proporcién de las clases
utilizadas para realizar el entrenamiento de la red neuronal. En segundo lugar,
la Figura 8b muestra la distribucién de los valores predichos por la red neuronal,
en ella se observa que la proporcién se mantiene constante respecto a los valores
de verdad del primer gréfico, lo cual corresponde a una precisiéon alta y a una
variaciéon minima.

12 A e true 12 estimate

08 H H 08
06 i 06
04 5 04

02 i 5 0z

00 =5 - 0o
-050 -0.25 000 025 050 075 100 125 150 -050 -0.25 000 025 050 075 100 125 150
Singularity Singularity

(a) Distribucién de Valores Verdaderos. (b) Distribucién de Valores Predichos.

Fig. 8: Distribucién Valores del Conjunto de Datos.

4 Discusiones

En esta seccién se discuten los resultados obtenidos y las limitaciones del modelo
neuronal propuesto. En primer lugar, cabe senalar que el alcance de esta prop-
uesta se limita al andlisis de la propiedad de calidad singular. Mientras que, el
analisis de otras propiedades de calidad se propone como futura linea de investi-
gacién. Especificamente, se observa que el error de prediccién varia en un rango
promedio de - 0.05 a 0.05. La Figura 9 muestra la distribucién del error.

Otra de las limitaciones que se pueden observar como resultado de la eje-
cucién de este modelo neuronal es la presencia de falsos positivos y falsos neg-
ativos. Cuya existencia se asocia a la necesidad de enriquecer el conjunto de
requerimientos utilizados durante el entrenamiento de la red neuronal.
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Fig.9: Distribucién del Error.

5 Conclusion

En este articulo se introdujo el uso de las redes neuronales recurrentes del tipo
LSTM para abordar la evaluaciéon de la propiedad de calidad singular de los
requerimientos de software. Los requerimientos fueron preprocesados, a fin de
estructurarlos en un formato de entrada adecuado para el modelo neuronal.

Esta propuesta utiliza un conjunto de datos compuesto por 1000 requerimien-
tos para entrenar el modelo neuronal propuesto. El conjunto de datos generado
ha sido particionado, considerando el 80% de la muestra para realizar el entre-
namiento de la red neuronal. Mientras que, el 10% de la muestra se ha utilizado
para la prueba y el 10% restante para la validacién. La técnica de validacién
cruzada es aplicada en esta propuesta para evitar el sobreajuste del modelo y la
técnica random grid search para optimizar los valores de los hiperparametros.

El modelo neuronal alcanza su maximo rendimiento en el epoch 26. En este
ultimo, la precisién alcanzada es del 79%. En cuanto a la pérdida en la fase de
validacion su valor 6ptimo es alcanzado en el epoch 29. Los resultados obtenidos
son prometedores e incentivan explorar su aplicacién sobre otras propiedades de
calidad.

Como trabajo futuro se pretende aplicar el enfoque propuesto a la evalu-
acion y andlisis del resto de las propiedades de calidad definidas en el estandar
ISO/IEC/IEEE 29148-2018. Y luego, integrar la solucién a un framework que
permita la evaluacion de la calidad de los requerimientos de manera automatica.
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